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INTRODUCCIÓN

El surgimiento de algoritmos inspirados en la evolución 
genética (Algoritmos Evolutivos) y aquellos inspirados en el 
comportamiento natural de algunas especies animales (Bio-
inspirados), ha generado un avance significativo en el modelado y 
control del clima de invernaderos debido a que permiten robustez, 
flexibilidad y soluciones a bajo costo de problemas complejos 
y altamente no-lineales con un margen pequeño de tolerancia 
a la imprecisión e incertidumbre (Huang et al., 2010). Dentro 

de estas estrategias, conocidas en la literatura como técnicas 
de Inteligencia Artificial (IA) (Chen et al., 2008) destacan los 
Algoritmos Evolutivos (AE), Algoritmos Bio-inspirados (ABI) 
y Algoritmos Híbridos. Los Algoritmos Genéticos (GAs, Genetic 
Algorithms) son una de las técnicas de resolución de problemas 
más conocida dentro de lo que se ha definido como “Computa-
ción Evolutiva”, término que también agrupa a las Estrategias 
Evolutivas (ES, Evolution Strategies), la Programación Evolutiva 
(EP, Evolutionary Programming), Evolución Diferencial (DE, 
Differential Evolution) y Programación Genética (GP, Genetic 
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RESUMEN

Los Algoritmos Evolutivos, Algoritmos Bio-inspirados y Algoritmos Híbridos, considerados como técnicas de Inteligencia Artificial, 
han cobrado gran importancia debido a su capacidad para dar solución a problemas complejos y no-lineales que los métodos con-
vencionales no pueden resolver. En la última década se ha motivado la aplicación de estas técnicas para el desarrollo de algoritmos 
inteligentes que permitan identificar, pronosticar, optimizar y controlar el clima para cultivos en ambientes protegidos (invernaderos) 
y generar condiciones climáticas cercanas a las óptimas de los biosistemas para el crecimiento y desarrollo de los cultivos y obtener 
así un mayor rendimiento y calidad de los productos. El presente trabajo muestra una revisión de las técnicas de Inteligencia Arti-
ficial aplicadas en ingeniería agrícola, principalmente al modelado y control del ambiente de invernaderos, especialmente aquellos 
algoritmos inspirados en el comportamiento colectivo de sistemas biológicos, la evolución y la genética natural.  

Palabras clave adicionales:  Algoritmos evolutivos, Algoritmos bio-inspirados, Algoritmos híbridos, Invernaderos, modelado, 
control ambiental.

ABSTRACT

Evolutionary Algorithms, Bio-inspired Algorithms and Hybrid Algorithms, considered as Artificial Intelligence techniques have 
gained great importance due to their capacity to solve complex and nonlinear problems that conventional methods cannot solve. In 
the last decade the application of these techniques has been applied to the development of intelligent algorithms to identify, predict, 
optimize and control the weather for crops in protected environments (greenhouses) and to generate near optimal climatic conditions 
for biosystems for growth and crop development, and to obtain higher yields and product quality. The current paper shows a review 
of Artificial Intelligence Techniques applied in agricultural engineering, mainly to modeling and control of greenhouse environment, 
especially those algorithms inspired by the collective behavior of biological systems, evolution and natural genetics.

Additional key words: Evolutionary algorithms, Bio-inspired algorithms, Hybrid algorithms, Greenhouses, modeling, environmental 
control.
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Programming). La Computación Bio-inspirada se basa en el uso 
de analogías con sistemas naturales o sociales para la resolución 
de problemas. Los ABI simulan el comportamiento de sistemas 
naturales para el diseño de métodos heurísticos y estocásticos de 
búsqueda, aprendizaje y comportamiento. Este enfoque abarca 
la Optimización por Colonia de Hormigas (ACO, Ant Colony 
Optimization), Optimización por Enjambre de Abejas  (BCO, 
Bee Colony Optimization) y, Optimización por Enjambre de 
Partículas (PSO, Particle Swarm Optimization). Finalmente, los 
sistemas híbridos fusionan las ventajas inherentes de cada una de 
las técnicas involucradas en el proceso de diseño. Como ejemplo 
podemos citar los sistemas Neuro-Difusos que son la combina-
ción de ANNs y FL. El presente trabajo presenta  una revisión 
de las técnicas de Inteligencia Artificial aplicadas en ingeniería 
agrícola, principalmente al modelado y control del ambiente de 
invernaderos, especialmente los AE, ABI e híbridos.

Algoritmos evolutivos

Un Algoritmo Evolutivo es un proceso estocástico e iterati-
vo que opera sobre un conjunto de individuos (población). Cada 
individuo representa una solución potencial para el problema en 
cuestión. Nuevas soluciones son generadas mediante tres ope-
radores llamados: mutación, cruzamiento y selección. En cada 
ciclo o iteración (generación)  se seleccionan las soluciones que 
más se aproximan al objetivo buscado, eliminando soluciones 
pobres (Beyer, 2001). 

Algoritmos genéticos. Los GAs determinan un valor ópti-
mo conjuntamente con un procedimiento de búsqueda multipunto, 
iniciado en una población generada de manera aleatoria (Beas-
ley et al., 1993) basado en selección, cruzamiento y mutación 
genética (Goldberg, 1989; Holland, 1992; Michalewicz, 1996). 
Imitando a la evolución natural el GA genera en cada iteración 
mejores soluciones al problema hasta converger en una solución 
óptima o sub-óptima. La representación de las soluciones en la 
población es binaria  en los GA clásicos (Holland, 1992, Gold-
berg, 1989)  o mediante estructuras más complejas como vectores 
de números reales (Michalewicz, 1996). 

Evolución diferencial. La DE mantiene una población de 
soluciones candidatas mediante vectores reales, el operador de 
mutación es una operación vectorial que introduce la diferencia 
de vectores seleccionados en forma aleatoria, el cruzamiento 
es una operación binomial y la selección se da con base en la 
competencia entre una solución nueva y una previa (padre e hijo) 
(López-Cruz et al., 2003a; López-Cruz, 2002, Storn y Price, 
1997; Price et al., 2005; Chakraburty, 2008). La población es 
inicializada aleatoriamente, considerando los valores mínimos 
y máximos de cada variable:

(1)

para p = 1...NP, m = 1...n, y rand(0,1) (número aleatorio 
uniformemente distribuido). En la mutación se construyen NP 
vectores aleatorios, los cuales son creados a partir de tres indivi-

duos elegidos al azar, llamados vectores objetivo, xa, xb, xc . Los 
vectores aleatorios ( ) son obtenidos de la siguiente manera:

(2)

Con p, a, b y c distintos entre sí, y p = 1...NP. F es un 
parámetro que controla la tasa de mutación, y se encuentra en 
el rango [0,2]. Una vez obtenidos los NP vectores aleatorios, la 
recombinación se efectúa de manera aleatoria, comparándolos 
con los vectores originales ( ), obteniendo los vectores de 
prueba ( ) de la siguiente manera:

(3)

para p = 1...NP, m = 1...n. CR es un parámetro de probabilidad de 
cruzamiento que controla la tasa de recombinación. Finalmente, 
la selección se realiza simplemente comparando los vectores de 
prueba con los originales, de manera que el vector de la gene-
ración siguiente será aquel que tenga el mejor valor de función 
de desempeño (Storn y Price, 1997; Chakraburty, 2008; Price 
et al., 2005):

(4)

Estrategias evolutivas.  Las versiones canónicas  de las 
ES se denotan por:   y   respecti-
vamente. Aquí μ denota el número de padres,  el número 
de mezclas (es decir, el número de padres que participan en la 
procreación de un hijo o nueva solución) y, λ es el número de 
descendientes. Los padres son seleccionados determinísticamente 
del (multi) conjunto de cualquiera de los descendientes, conoci-
dos como selección coma (se debe mantener ), o de ambos 
padres e hijos, conocida como selección más (Beyer, 2001). La 
selección se basa en el rango de aptitud de los individuos F(y) que 
toma los mejores individuos (también conocida como la selección 
de truncamiento). En general, un  
comprende el vector de parámetros objeto (y ε γ) a ser optimizado, 
un conjunto de los parámetros de estrategia (s), especialmente 
necesario en los ES auto-adaptables, y la aptitud individual 
observada F(y) siendo equivalente a la función objetivo f(y), es 
decir,  en el caso más simple (Beyer, 2001).

Programación genética. La GP utiliza programas de 
computación para realizar una tarea definida por el usuario. Es 
una especialización de los algoritmos genéticos en la que cada 
individuo de la población es un programa computacional (Koza, 
2010). Es por tanto una técnica de aprendizaje automático uti-
lizada para optimizar una población de programas de acuerdo a 
una función de ajuste que evalúa la capacidad de cada programa 
para llevar a cabo la tarea en cuestión (Willis et al., 1997).

Programación evolutiva. La EP fue inventada por  
Lawrence J. Fogel (Fogel, 1962, 1963; Fogel, 2006). El enfoque 
inicial consideró a la predicción como una condición previa de 
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comportamiento inteligente. Una población de máquinas de es-
tados finitos (FSM), que representa organismos individuales de 
una población de soluciones del problema, se expone al medio 
ambiente, es decir, la secuencia de imágenes que se ha observado 
hasta el momento. Como cada imagen de entrada es presentado 
a la máquina, la imagen de salida correspondiente se compara 
con la siguiente imagen de entrada. El valor de esta predicción 
se mide con respecto a la función de coste (por ejemplo, todo-
nada, error cuadrático). Después de que la última predicción se 
realiza, una función de coste para la secuencia de imágenes (por 
ejemplo, la ganancia media por imagen) indica la adaptabilidad 
de la máquina o programa. Las máquinas de descendencia son 
creadas al azar por mutación de los padres y se califican de 
manera similar. Esas máquinas que proporcionan una mayor 
adaptabilidad se mantienen para convertirse en padres de la 
generación siguiente, y el proceso se repite. Cuando las nuevas 
imágenes son predichas, la mejor máquina disponible sirve como 
base para hacer una predicción y la observación nueva se agrega 
a la base de datos disponible. Fogel describe este proceso como 
“programación evolutiva”. Cabe señalar que el EP por lo general 
no utiliza ningún tipo de cruza como operador genético (Fogel y 
Fogel, 1986), sino sólo mutación.

Aplicaciones al modelado y control del clima de invernaderos

En el Cuadro 1 se pueden apreciar algunas aplicaciones de 
AE en el modelado y control del clima de invernaderos. 

Algoritmos bio-inspirados

Los ABI  imitan el comportamiento de sistemas naturales 
para el diseño de métodos heurísticos y estocásticos de búsque-
da, aprendizaje y comportamiento. Esta técnica, conocida en la 
literatura como Inteligencia de Enjambre ( SI, Swarm Intelli-

gence) es la disciplina que se ocupa de los sistemas naturales y 
artificiales compuestos de muchos individuos que se coordinan 
usando control descentralizado y auto-organización. En parti-
cular, la disciplina se centra en los comportamientos colectivos 
que resultan de las interacciones locales de los individuos entre 
sí y con su entorno (Kennedy y Eberhart, 1995; Kennedy et al., 
2001; Chen et al., 2008). 

Optimización por colonia de hormigas. La ACO se 
introdujo como un novedoso método bio-inspirado para la so-
lución de problemas  de optimización combinatoria (Dorigo et 
al., 1996; Dorigo y Stützle, 2004). Este algoritmo está inspirado 
en el comportamiento real de las hormigas cuando realizan una 
exploración aleatoria del área cercana a su nido en busca de 
alimento. Una vez encontrada la fuente de alimento, la hormiga 
deposita feromona sobre el suelo, esta feromona capacita a las 
otras hormigas a encontrar la ruta más óptima entre su nido y 
la fuente de alimento (Jackson y Ratnieks, 2006). En general, 
para seleccionar la ruta de acceso siguiente, la probabilidad de 
transición de estado se define de la siguiente manera: 

(5)

donde τij y Lij son la intensidad de feromona y la longitud 
de la trayectoria entre los nodos j, i. γ1 y γ2 son los parámetros 
de control para determinar los pesos de intensidad del rastro de 
feromona y la longitud de la trayectoria, respectivamente. NA es 
el número de hormigas. Después de seleccionar la ruta de acceso 
siguiente, la intensidad del rastro de feromona se actualiza a:

(6)

CUADRO 1. Aplicaciones de Algoritmos Evolutivos al modelado y control del clima de invernaderos.

Algoritmo Aplicación Referencia
GA's, EP y ES comparados con LSQ (Mínimos 
Cuadrados) y SQP (Programación Cuadrática 
Secuencial).

Calibración de parámetros de un modelo 
climático que describe el comportamiento de 
la Temperatura y Humedad Relativa.

Guzmán-Cruz et al. (2009).

Algoritmo evolutivo multi-objetivo (x-MOGA) 
basado en un GA.

Calibración de parámetros desconocidos 
del modelo a partir de datos experimentales 
(Temperatura y Humedad Relativa) en cultivo 
de rosas hidropónico.

Herrero et al. (2007).

GA Multi-objetivo. Identificación de RBFNN en modelos 
acoplados para la humedad y temperatura.

Ferreira et al. (2005).

GA clásico. Estimar costos de insumos. Krink et al. (2001).

GA. Reducción en el consumo de energía y agua 
para un sistema de refrigeración.

Blasco et al. (2007).

AE. Optimizar el tamaño de las poblaciones 
y generaciones a emplear  con diferentes 
horizontes de control para observar el efecto 
de variación de las variables involucradas.

Ursem et al. (2002).

ESEA y MSCEA del Toolbox de Matlab. Predicción de la temperatura, humedad del 
aire y  concentración de CO2.

Pohlheim y Heißner (1996, 1999).
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En la ecuación (6), ρ es un coeficiente que representa la 
evaporación del rastro de feromona entre el tiempo k y k + 1. 
Finalmente, Δτij es la cantidad de rastro de feromona añadido a 
τij por las hormigas (Dorigo y Stützle, 2004; Niknam, 2008).

Optimización por colonia de abejas. La BCO es un 
algoritmo de búsqueda basado en población. En él se imita el 
comportamiento de alimentación de enjambres de abejas. En su 
versión básica, el algoritmo realiza una especie de búsqueda por 
vecindad combinada con la búsqueda aleatoria y puede ser utili-
zado para la optimización combinatoria y optimización funcional 
(Pham et al., 2006; Sundar y Singh, 2010). El algoritmo BCO 
contiene tres grupos importantes de abejas: obreras, observadoras 
y exploradoras. La posición de una fuente de alimentos representa 
una posible solución al problema de optimización y la cantidad 
de néctar de una fuente de alimentación corresponde a la calidad 
(aptitud) de la solución asociada (Karaboga y Basturk, 2007; 
Karaboga y Akay, 2009; Karaboga y Ozturk, 2011). 

Optimización por enjambres de partículas. La PSO es 
un enfoque estocástico basado en una población para resolver 
problemas de optimización discreta y continua. En PSO, los 
agentes de software simples, llamadas partículas, se mueven 
en el espacio de búsqueda del problema analizado (Eberhart y 
Shi, 2001). La posición de una partícula representa una solución 
potencial al problema de optimización en cuestión (Sierakowski 
y Coelho, 2005). Cada partícula busca una mejor posición en el 
espacio de búsqueda cambiando su velocidad de acuerdo a nor-
mas inspiradas originalmente en los modelos de comportamiento  
de las parvadas de aves (Kennedy y Eberhart, 1995; Eberhart y 
Shi, 2001). Durante la ejecución del algoritmo, las velocidades 
y posiciones de las partículas son actualizadas en cada iteracción 
hasta que se cumple un criterio de paro. Las reglas de actualiza-
ción son las siguientes:

donde w es llamado peso inercial,  y  son llamados 
coeficientes de aceleración,  y  son matrices diagonales n 
x n en el cual las entradas de la diagonal principal son números 
aleatorios uniformemente distribuidos en el intervalo [0,1]. El 
vector  conocido como la mejor vecindad, es la mejor posición 
encontrada por una partícula en la vecindad de partículas , es 
decir . Si los valores de w,  y  
son seleccionados apropiadamente, se garantiza que la velocidad 
de las partículas no tiendan a infinito (Kennedy y Eberhart, 1995; 
Eberhart y Shi, 2001).

Aplicación al modelado y control del clima de invernaderos

Las aplicaciones de los ABI al modelado del ambiente de 
invernaderos es muy incipiente y por lo tanto esta familia de 
algoritmos tienen un gran potencial de aplicación futura. Coelho 
et al. (2002, 2005) aplicaron un algoritmo de Optimización por 
Enjambre de partículas (PSO) para el diseño de un controlador 

predictivo basado en un modelo para el clima de invernadero 
sujeto a restricciones. El algoritmo PSO fue comparado con otros 
algoritmos de optimización como SQP y GA. Para simular el 
clima interno y externo del invernadero hicieron uso de modelos 
ARX y series de tiempo auto-regresivos. El conjunto de datos 
usados fueron obtenidos experimentalmente a través de sensores 
ubicados estratégicamente dentro y fuera del invernadero. El 
mejor desempeño fue obtenido con el algoritmo PSO.

Algoritmos híbridos

Los algoritmos híbridos más comunes son los Neuro-
Difusos (AND), constituidos principalmente de ANN y FL lo cual 
permite una relación simbiótica, aprovechándose el conocimiento 
de un experto y la capacidad de aprendizaje y eficiencia compu-
tacional de la red neuronal, logrando un sistema de decisiones 
más inteligente. Debido a que cada técnica tiene capacidades y 
limitaciones, su aplicación en el modelado y control del ambiente 
en invernaderos los hace aptos para esta tarea una vez que han 
sido fusionados (López-Cruz y Hernández-Larragoiti, 2010; Fitz-
Rodríguez y Giacomelli, 2009; Cheng-Jian y Yong-Ji, 2007; Tien 
y Van Straten, 1998). Un AND popular es el ANFIS (Adaptive 
Network-based Fuzzy Inference System) el cual es un sistema de 
inferencia difuso implementado en el marco de redes neuronales 
adaptivas (Jang, 1993; Jang y Chuen-Tsai, 1995), este algoritmo 
usa un procedimiento de aprendizaje híbrido  combinando los 
algoritmos gradiente descendente y filtro de Kalman, realiza un 
mapeo entrada-salida basado en conocimiento humano (a base 
de reglas difusas si-entonces) y pares de datos entrada-salida es-
tipulados (Jang y Chuen-Tsai, 1995). Otro sistema Neuro-Difuso 
integrado propuesto por Tien (1997) es el llamado NUFZY, este 
es un sistema difuso simplificado representado por el modelo 
Takagi-Sugeno de orden cero. Es un tipo especial de ANN carac-
terizado por conexiones parciales en su primera y segunda capas. 
A través de las conexiones de la red el sistema NUFZY realiza un 
razonamiento difuso particular (Tien y Van Straten, 1998). Los 
ANDs ofrecen la ventaja de modelar sistema no-lineales y adicio-
nar robustez  en situaciones de datos incompletos  e imprecisos, 
donde existe incertidumbre (Fitz-Rodríguez y Giacomelli, 2009).

Aplicación al modelado y control del clima de invernaderos

En el Cuadro 2 se puede apreciar algunas aplicaciones de 
los algoritmos híbridos en el modelado y control del clima de 
invernaderos.

CONCLUSIONES

Los Algoritmos Bio-inspirados sólo han empezado a ser 
estudiados y aplicados en problemas de Ingeniería Agrícola y 
en el sistema invernadero. En el caso del Cómputo Evolutivo, 
algunos algoritmos como los GA´s y los DE son muy comunes 
en aplicaciones de modelado pero su aplicación al control es 
muy incipiente y escasa. Los Algoritmos Híbridos han sido poco 
usados para el control del clima. Sin embargo, la aplicación al 
modelado está incrementando considerablemente. Por lo tanto, 
se considera a los algoritmos Bio-inspirados, evolutivos e híbri-
dos un área bastante prometedora para optimizar y controlar el 
ambiente de  los invernaderos.
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CUADRO 2. Aplicaciones de los algoritmos híbridos al modelado y control del clima de invernaderos.

Algoritmo Aplicación Referencia
NUFZY. Identificación del clima, el crecimiento de lechuga y 

crecimiento del jitomate.
Tien y Van Straten (1998).

(Tien y Van Straten, 1995, 1996).

ANFIS. Predicción del rendimiento en la producción de 
jitomate.

Qaddoum e Illiescu (2011).

ANFIS, Adaptive Neuro-Fuzzy training 
of Sugeno-type Inference System.

Predecir la temperatura y humedad relativa del aire 
con ventilación natural.

López-Cruz y Hernández-Larragoiti 
(2010).

Modelo Neuro-Difuso. Modelar la evapotranspiración instantánea de una 
planta de jitomate.

Ramos-Fernández et al. (2010).

ANN y FL. Predicción del rendimiento y caracterización del 
modo de crecimiento del cultivo de jitomate.

Fitz-Rodríguez y Giacomelli (2009).

ANN (BP) y GA. Predecir temperatura y humedad. He et al. (2007).
ANN y FL. Modelado de producción de materia seca en el culti-

vo del jitomate.
Kazheunikau et al. (2004).

DE, ACW (Control Ajustable de varia-
ción de Peso).

Control óptimo de la concentración de nitratos en 
lechuga.

López-Cruz et al. (2003b).

FL y GA. Control de temperatura. Goggos y King (2000).
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